Siniflandirmada Kiigiik ve Dengesiz Veri Kiimesi
Problemi

Small and Unbalanced Data Set Problem in
Classification

Oznur Esra PAR
Bilgisayar Mithendisligi Boliimii
Hacettepe Universitesi
Ankara, Tirkiye
par@hacettepe.edu.tr

Ozetce—Verilerinin siniflandirilmasi, veri kiimesinin kiiciik ve
dengesiz olmasi durumunda zorlasmakta ve simiflama
performansim direkt etkilemektedir. Veri setinin kiiciik olmasi
ve/veya siniflar arasinda dengesizlik olmasi veri madenciliginde
biiyiik bir sorun haline gelmistir. Siniflama algoritmalari, veri
setlerinin yeterli biiyiikliige sahip, dengeli oldugu varsayimi
iizerine gelistirilmistir. Bu algoritmalarin ¢ogu, azinhk simifindaki
ornekleri goz ardi ederken veya yanhs simiflandirirken, cogunluk
smifa odaklamir. Medikal veri madenciliginde baz1 kisitlardan
dolayr Kkiiciik ve dengesiz veri seti problemi ile siklikla
karsilasilmaktadir. Caliyma kapsaminda erisime acik hepatit veri
seti, kiiciik veri setlerine boliinmiis, olusturulan her bir veri seti
uzaklik tabanh yontemlerle cogaltilmistir. Cogaltilan veri setleri
dort farkhh makine 68renmesi algoritmas1 (Yapay Sinir Aglar,
Destek Vektor Makineleri, Naive Bayes ve Karar Agaci)
kullamlarak simflandirilmg, elde edilen simiflama sonuclar:
karsilagtirilmstir.

Anahtar Kelimeler — makine ogrenmesi; kiigiik veri seti;
dengesiz veri seti; orneklem ¢ogaltma yontemleri

Abstract— Classification of data is difficult in case of small and
unbalanced data set and this problem directly affects the
classification performance. Small and / or the imbalance dataset
has become a major problem in data mining. Classification
algorithms are developed based on the assumption that the data
sets are balanced and large enough. The most of the algorithms
ignore or misclassify examples of the minority class, focus on the
majority class. Small and unbalanced data set problem is
frequently encountered in medical data mining due to some
limitations. Within the scope of the study, the public accessible
data set, hepatitis, was divided into small and imblanced data
subsets, each of the data subsets were oversampled by distance
based data generation methods. The oversampled data sets were
classified by using four different machine learning algorithms
(Artificial Neural Networks, Support Vector Machines, Naive
Bayes and Decision Tree) and the classification scores were
compared.

Keywords — machine learning; small data set; imbalanced data
set; oversampling methods .
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I.  Giris

Veri madenciliginin saglik alaninda kullanimi birgok agidan
yeni bir perspektif yaratmis ayrica karar verme siireclerini
ivmelendirmeye baglamistir[1].Veri madenciliginin esas hedefi,
veri y1gnlari igerisinden gelecek ile ilgili tahminde bulunurken
katki saglayacag diisiiniilen bagintilarin kesfedilmesidir. Bagka
bir deyisle, veri madenciligi, eldeki verilerden gizli kalmig, cok
net olmayan, onceden bilinmeyen ancak potansiyel olarak
kullanigh bilginin cikarilarak nitel modellerin
olusturulmasidir[2]. Olusturulan nitel modeller karar vermede
etkin bir bigimde kullanilir.

Son yillarda ortaya ¢ikan biiyiik veri ¢agi, daha hizli ve daha
iyi karar vermeyi gerektiren biiyiikk ve karmagik verileri de
beraberinde getirmis olmasina ragmen kiiciik veri kiimesi
problemleri de analiz ve karar vermenin zor oldugu alanlarda
miicadele edilmesi gereken popiiler bir konu olarak ortaya
¢ikmaktadir. Bir tahmin modeli olusturmak igin Orneklem
verisinin biiyiik olmasi gerekmektedir. Aksi durumda, kiigiik
veri kiimesi dogru bir tahmin modeli iretmek igin yetersiz
kalacaktir [3].

Medikal aragtirmalar genellikle kii¢iik ve dengesiz veri kiimesi
problemleriyle ugragmaktadir. Hasta hastalik bulgu iligkisinin
karmasiklig1 ve / veya yiiksek maliyetli tan1 testleri, hastalik
yayginliginin diisiik olmasi ve/veya hastaliga ait kayitlarin eksik
olmasi, numune seyrekligi, hasta verilerinin toplanmasinin
yiiksek maliyetli olmas1 medikal veri setlerini kisitlamaktadir
[4]. Bu nedenle, dogas1 geregi saglik alanindaki ¢ogu hastaliga
ait gozlem sayis1 azdir.

Hastalik  tahmin  modellerinin  olusturulmasi  birgok
aragtirmanin konusudur. Dogru bir tahmin modeli elde etmek
icin ornek veri setinin biiylik olmasi beklenir. Aksi halde,
olusturulan model gilivenilmez olarak kabul edilir [5].

Tahmin modelinin dogrulugunu etkileyen
birgok faktor vardir [6].(Sekil 1)
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Sekil 1: Tahmin modelinin dogrulugunu etkileyen faktorler

Sekil 1°de goriildiigii tizere, kiigiik veri kiimesi, modelde egitim
veri kiimesi olarak kullanilirsa, bilgi eksikligi nedeniyle tahmin
belirsizligine neden olabilir [7]. Kiigiik veri kiimesinden elde
edilen bilgi, 6grenme sistemi i¢in gilivenilmezdir ve kesin
degildir [8]. Ayrica, hesaplamali 6grenme teorisi baglaminda,
kiigtik veri seti, 6grenme performanslarina biiyiik bir yanl etki
saglar.

II.  KUCUK VE DENGESiZ VERI SETI VE OLASI PROBLEMLER

Tahmini degisken basma 10'dan az 6rnek olmasi, kiigiik veri
seti icin yeterli kosuldur [9].Kiigiik veri setine cogunlukla,
smiflardaki gozlemlerin dengesiz dagilimi ile ortaya cikan
dengesiz veri seti problemi de eslik eder. Veri madenciliginde
ortaya ¢ikan bazi problemler, 6rneklem verisinin boyutu kiigiik
oldugundan daha da kopiirebilir. Olasi problemler asagida
siralanmistir.

A. Aykiri Degerler

Birgok tahmin modeli igin aykiri degerler, diisik oranda
olmak kosuluyla dnemlidir. Bu durum kii¢iik veri kiimesinde
probleme neden olur. Ciinkii birkag aykirt deger bile, kiigiik veri
kiimesi i¢inde bilyiik oranlara sahip olabilir. Aykir1 degerler,
tahmin modelini biiyiik 6l¢iide degistirerek dogruluktan
uzaklastiracaktir. [10]

B. Egitim ve Test Verisi

Tahmin modeli olusturulurken, verinin egitim ve test verisi
olarak ayrilmasi beklenir. Model, egitim veri kiimesi ile
egitilirken, test verisi olarak ayrilmis ve egitimde
kullanilmayan veriler {izerinde de performansi rapor edilir.
Capraz onaylama turu (cross validation round) ile veriler
tiimleyici alt kiimelere boliinerek her bir alt kiime i¢in analiz
islemleri yapilir. Alt kiimeler arasindaki degiskenligi azaltmak
icin, birden ¢ok farkli alt kiimeler kullanilarak ¢apraz onaylama
turu gerceklestirilir ve ardindan sonuglarin ortalamasi alinir.
Capraz dogrulama, modelin performans tahmininde gii¢lii bir
tekniktir[11]. Kigiik veri kiimelerinden tahmin modeli
olusturulmak istendiginde, anlaml performans
degerlendirilmesi i¢in gerekli gdzlem sayisi ¢ok az olabilir ve
hatta ¢apraz dogrulama i¢in gerekli miktar1 barindirmayabilir.

C. Aswr1 Uyum

Veri kiimesi kiiciik oldugunda asiri uyumun ortaya ¢ikmast
daha olasidir. Asir1 uyumu elimine etmek i¢in kullanilacak
capraz dogrulama yontemi uygulama olasilig1 da diistiktiir[12].

D. Olgiim Hatalari ve Eksik Degerler

Veri kiimesindeki her bir deger (nitelikler ve sinif degiskeni)
Olcim hatas1 barindirabilir. Kiigiik veri kiimesinde, bu tiir
hatalarin etkileri 6nem kazanmakta ve modeli olumsuz yonde
etkilemektedir. Verilerdeki eksik degerler, dl¢iim hatalar: ile
ayni yonde fakat daha siddetli etkiye sahiptir. Sinirli sayida
gozlem, eksik degerlerin tamamlanmasinda (impute) daha
zorlayicidir. Sinif degiskeninde eksiklikler varsa, gozlemin veri
kiimesinden ¢ikarilmasi, kiigiik veri kiimesinin daha da
kiigiilmesine neden olacaktir.

E. Yanhilik

Verilerin yanli olmasi veya orneklem verisinin popiilasyonun
tamamin1 temsil etmemesi, kiiglik veri kiimesinde siklikla
karsilasilir[13].

III. KUCUK VERI SETi PROBLEMI ICIN GELENEKSEL
COZUMLER

A. Onyiikleme (Bootstrapping)

Kiigiik veri kiimelerindeki 6grenme problemini gidermek i¢in
sanal 6rnek olusturma yontemleri kullanilabilir. En kapsamli
olarak uygulanan sanal 6rnek olusturma yontemlerinden biri,
belirli olasilikla verileri drneklerden tekrar drnekleyerek yeni
egitim setleri olugturan 6nyiikleme (bootstrapping) yordamidir.
Bu yaklagimin yarari, bir 6rnegi en az iki kez egitmesi ve
boylece gergek verilerin davraniglarini temsil etmelerine olanak
saglamasidir[14]. Bunun yaninda, yaklasim asir1 6grenme
problemine neden olmaktadir.

B. Azinhik Simif igin Uzaklik Tabanli Orneklem Cogaltma

Veri kiimesinde esit olmayan sinif dagilimi oldugunda dengesiz
siniflandirmadan  bahsedilmektedir. Cogu  siiflandirma
yontemiyle yapilan tahminler ¢ogunluk sinifi i¢in oldukga
dogru olmasina ragmen azinlik sinifi i¢in ise ¢ok daha az
dogrudur. Siniflandirma dogrulugu, ¢ogunluk smifinin lehine
yanlt oldugundan, azinlik smifi ¢ogu zaman yanlis
siiflandirilir. Bu nedenle, dengesiz veri sorunu son on yilda
yogun bir sekilde arastirtlmis ve ele alinmasi igin cesitli
yontemler onerilmistir[15].

Ormnek sayisinin artirilmast ya da azaltilmasinda temel amag,
siniflar arasindaki dengesizligi ortadan kaldirmaktir.

Azinlik smifindaki orijinal drneklerden farkli suni &rnekler
iiretmek icin uzaklik tabanli 6rnekleme yontemleri de kullanilir.
Bu yontemde genel olarak, orijinal azinlik sinifi 6rneklerinin k-
en yakin komgsular1 dikkate alinir. En yakin komsular arasindaki
stirekli vektorler boyunca sentetik veriler iretir. Azinlik
smifindaki bilgi bosluklar1 sentetik Orneklerle dolmasina
ragmen, azinlik smifindaki gergek orneklerin alani iginde
dagitilir[16].

Literatiirde siklikla adi gecen uzaklik tabanli veri {iretme
yontemleri; ROSE, ADASYN, SMOTE, DBS, RSLS, SLS’dir.



IV. DENEYSEL CALISMA

A. Veri Seti

UCI veri tabanindan, agik erigsimli hepatit veri seti deney
kapsaminda kullanilmistir [17].

Veri setinin genel 6zellikleri TABLO I’de, korelasyon gorseli
Sekil 2°de gosterilmistir.

TABLO L KULLANILAN VERI SETINE AIT OZELLIKLER

Veri Seti Adi Hepatit

Gozlem sayisi 155

Nitelik Sayis1 19

Sinif Sayisi 2

Sinif Dagilimn 32 | 123
Kiyaslama Dogrulugu Max. %83
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Sekil 2: Korelasyon gérseli

B. Deney Diizeneginin Olusturulmasi

1) 32-123 smif dagilmma sahip olan orijinal veri
kiimesinin egitim ve test kiimesi olarak %50 oraninda
ayrilmasi,

a)  Ornek veri kiimesi DS1 olarak anilmaktadir.
b)  Egitim veri setinde 78 (16-62), test veri setinde 77
(16-61) gozlem bulunmaktadir.

2) Azinlik smifindaki gozlem sayis1 12 olacak sekilde, 3

veri alt kiimesinin olusturulmasi,

a)  Ornek veri kiimesi DS2 olarak anilmaktadir.

b)  Egitim veri setinde 68 (6-62), test veri setinde 67 (6-
61) gbzlem bulunmaktadir.

3) Azinlik sinifindaki gozlem sayis1 22 olacak sekilde, 3

veri alt kiimesinin olusturulmasi

a)  Ornek veri kiimesi DS3 olarak amlmaktadir.

b)  Egitim veri setinde 73 (11-62), test veri setinde 72
(11-61) gozlem bulunmaktadir.

4) Olusturulan 3 veri seti tizerinde 4 siniflama algoritmasi (
Yapay Sinir Aglari, Destek Vektor Makineleri, Naive Bayes ve
Karar Agaci (C4.5))kosturularak sinif i¢i kesinlik degerlerinin
hesaplanmasi,

5) Her bir veri kiimesi i¢in, uzaklik tabanli 6rneklem
¢ogaltma yodntemlerinden ROSE, ADASYN, SMOTE, DBS,
RSLS, SLS kullanarak azmlik smifina ait gdzlemlerin
cogaltilmas,

6) Cogaltilmisg veri seti lizerinde 4 siniflama algoritmasinin
(Yapay Sinir Aglari, Destek Vektor Makineleri, Naive Bayes
ve Karar Agact (C4.5))kosturularak smmf i¢i kesinlik
degerlerinin hesaplanmasi ve karsilagtiritlmasi.

C. Deney Sonuglar

Herhangi bir uzaklik tabanli 6rneklem c¢ogaltma islemi

uygulanmamig ve Onceki bdliimde aciklandigi {izere
olusturulan veri kiimelerinin azinlik siniflarina ait kesinlik
degerleri TABLO II’de sunulmustur. Veri kiimesinde dramatik
bir azalma ve dengesizlesme var oldugunda azinlik sinifa ait
kesinlik degerleri de diisme egilimi gostermektedir.
Aznlik sinif i¢in en yiiksek siniflandirma kesinligi, DS1 veri
kiimesi i¢in Karar Agac1 algoritmasi ile elde edilmisken, gérece
dengesizlestirilmis DS2 ve DS3 veri setlerinde ise Naive Bayes
ile elde edilmistir.

TABLO IL COGALTMA ISLEMi UYGULANMAMIS VERI SETLERINDE
AZINLIK SINIFA AIT SINIF iCi KESINLIK DEGERLERI

DS DS2 DS3
ANN 0.7311 0.5573 0.5381
SVM 0.8571 0.000 0.7681
NB 0.7673 0.6572 0.8331
C4.5 0.9295 0.3909 0.000

Uzaklik tabanli yontemlere gore ¢ogaltilmig veri setlerinde su
sonuglar elde edilmistir.

- ROSE yontemi ile iretilen verilerde, her bir veri
kiimesi i¢in en iyi sonu¢ Naive Bayes algoritmasi ile
elde edilmistir.

- ADASYN yontemi ile tiretilen verilerde, her bir veri
kiimesi i¢in en iyi sonu¢ Naive Bayes algoritmasi ile
elde edilmistir.

- SMOTE yontemi ile lretilen verilerde, her bir veri
kiimesi i¢in en iyi sonu¢ Naive Bayes algoritmasi ile
elde edilmistir.

- DBS yontemi ile iiretilen verilerde, her bir veri kiimesi
icin en 1iyi sonu¢ Naive Bayes algoritmasi ile elde
edilmistir.

- RSLS yontemi ile iiretilen verilerde, DS1 ve DS3 veri
kiimeleri igin en iyi sonug Naive Bayes algoritmasi ile
elde edilmis, DS2 veri kiimesi i¢in en iyi sonug Yapay
Sinir Aglari ile elde edilmistir.

- SLS yontemi ile iiretilen verilerde, DS1 ve DS3 veri
kiimeleri i¢in en iyi sonug¢ Naive Bayes algoritmasi ile
elde edilmis, DS2 veri kiimesi i¢in en iyi sonu¢ Karar
Agaglari ile elde edilmistir.




Sonuglar TABLO III’te sunulmustur.

TABLO IIL COGALTILMIS VERI SETLERINDE AZINLIK SINIFA AIT SINIF ICi
KESINLIK DEGERLERI
DS1
ROSE ADASYN | SMOTE | DBS RSLS SLS
ANN | 0.3333 0.3871 0.3658 0.4642 0.5000 0.3871
SVM | 0.5384 | 0.4062 | 0.5172 0.5454 | 0.4166 | 0.4090
NB 0.9375 0.8750 0.7500 0.5625 0.7333 0.7333
C4.5 | 0.4000 | 0.4210 | 0.2142 0.4285 | 04193 | 0.2727
DS2
ROSE ADASYN | SMOTE | DBS RSLS SLS
ANN | 0.1724 0.1593 0.1988 0.1166 0.5580 0.1666
SVM | 0.1866 0.1468 0.2757 0.1000 0.1372 0.0000
NB 0.7222 0.5555 0.7340 0.5000 0.3068 0.2476
C4.5 0.1500 0.1637 0.1742 0.1839 0.3555 0.3317
DS3
ROSE ADASYN | SMOTE | DBS RSLS SLS
ANN | 0.3311 0.3765 0.3381 0.4260 0.5076 0.5541
SVM | 0.3438 0.3237 0.3662 0.4387 0.5681 0.5222
NB 0.9090 0.7575 0.7878 0.6666 0.6381 0.6011
C4.5 0.2839 0.2559 0.2943 0.3361 0.3574 0.3474
V. SoNuc

Kiigciik ve dengesiz veri seti ile smiflandirma yapilirken
smiflandirma dogrulugu, c¢ogunluk smifinin lehine yanh
oldugundan, azinlik sinifi ¢ogu zaman yanlis simiflandirilir.
Ormnek sayisinin artirilmasi ya da azaltilmasinda temel amag,
simiflar arasindaki dengesizligi ortadan kaldirmaktir. Calisma
kapsaminda, orijinal veri seti kademeli olarak kiiciiltiiliip ve
dengesizlestirilerek uzaklik tabanlt azinlik 6rneklem ¢ogaltma
yontemleri uygulanarak kiyaslanmustir.

Elde edilen deney sonuglarinda SLS ¢ogaltma ydntemi
uygulanan DS2 veri seti SVM algoritmasinda ( Tablo III),
¢ogaltma yontemi uygulanmadan evvel DS3 veri setinde C4.5
algoritmasi (Tablo II) azinlik sinifinda her hangi bir dogru
smiflandirma yapamamistir. C4.5 algoritmasi, kiiciik ve
dengesiz veri setleri igin uygun bir siniflandirma algoritmasi
degildir. Cogaltilmis DS2 veri seti icin SVM algoritmasinin
SLS skorunun 0.0000 olmas, diger sonuglarla kiyaslandiginda
sasirtict bulunmamustir.

ROSE yontemi, Naive Bayes siniflandirmasinda tiim veri
kiimeleri icin azinlik smifta en yiiksek kesinligi vermis,
SMOTE ise yine Naive Bayes siiflandirmasinda kiigiiltiilmiis
ve dengesizlestirilmis veri kiimelerinde azinlik sinif i¢in en
yiiksek kesinligi vermistir. Kiigiik ve dengesiz veri kiimelerinin
uzaklik tabanli azinlik siif ¢ogaltilmasinda ROSE ve SMOTE
yontemleri, digerler yontemlere tercih edilebilir. Kiigiik ve

dengesiz veri siniflandiriimasi
onerilmektedir.

Sonraki c¢aligmada, kiiciik ve dengesiz veri kiimeleri bahsi
gecen uzaklik tabanli azinlik sinif ¢ogaltma yontemleri ile
kademeli olarak ¢ogaltilacak ve siniflama  skorlart
karsilagtirilacaktir.  Cogaltma yonteminden bagimsiz olarak,

iiretilecek olan sentetik veri sayisi arastirma konusudur.

setlerinde Naive Bayes
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